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Resumen

Los cambios experimentados por los mercados eléctricos recientemente en numerosos paises ha
provocado la aparicion de nuevos retos sobre la prediccion de las series temporales de precios y
demandas de energia eléctrica. En el presente trabajo se propone una herramienta basada en un
marco de espacio de los estados utilizando un modelo de componentes no observables. Esta
técnica presenta ventajas en dos frentes, el técnico y el de gestion. Las ventajas técnicas producen
predicciones muy competitivas basadas en el cardacter adaptativo y recursivo del modelo y el
algoritmo de estimacion utilizado. Por otro lado, las ventajas de gestion vienen de la mano del
marco del espacio de los estados empleado, el cual no solo ofrece la prediccion sino que también
proporciona la posibilidad de extraer de forma explicita la tendencia de los precios del mercado,
su comportamiento estacional y la componente irregular.
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1. Introduccion

La liberalizacion del mercado eléctrico que se estd llevando a cabo recientemente en
numerosos paises ha propiciado el aumento de interés sobre las herramientas de prediccion.
Sobre el estudio de este problema podemos encontrar una gran cantidad de literatura. Entre las
soluciones mas conocidas nos encontramos desde los cldsicos modelos ARIMA por ejemplo
Contreras et al. (2003) hasta el uso de redes neuronales, ver por ejemplo Kumluka y Erkmen
(2003). Los modelos de componentes no observables (Unobserved Components, UC) se
encuentran bien situados para su aplicacion en las series estudiadas en este articulo, ver
Trapero (2003). Otros métodos muy citados son: método Bayesiano en West y Harrison
(1989); espacio de los estados en el dominio del tiempo en Harvey (1989), Pedregal y Young
(2002); espacio de los estados en el dominio de la frecuencia en Young et al. (1999); también
métodos basados en reducciones del modelo, Kumluca y Erkmen (2003). Todos estos
métodos, aunque parten de una descomposiciéon en componentes tedricos semejantes, tienen
puntos de vista completamente diferentes en referencia a su forma de realizar la identificacion
y estimacion.

A continuaciéon vamos a hacer un sumario de como se ha organizado el articulo. El segundo
apartado se proporciona una introduccion al espacio de los estados. En este apartado se
presentaran los modelos de componentes no observables y como particularizacion el modelo
DHR. La aplicacion a las series temporales de demandas y precios de energia de diferentes
mercados se desarrollara en el tercer apartado. En el cuarto apartado se muestra la



implementacién de nuestro modelo en un paquete informatico denominado forecastool que
nos permite utilizar el modelo estudiado de una forma grafica e intuitiva. Por ultimo se
muestran las principales conclusiones en el quinto apartado.

2. Modelo de espacio de los estados
Los modelos de espacio de los estados se componen por dos conjuntos de ecuaciones:

Ecuaciones de estado: x,, =Ax, +w,

Ecuaciones de observacion: z, =H,x, +v, (1)

donde z, , t=1,2,...,N es la serie temporal escalar; x; es un vector estocastico de dimension
nxI; w;y v; son vectores de ruido de dimension nx/ y IxI respectivamente; y A y H; son las
matrices del sistema y de salida respectivamente. Es importante destacar el subindice de la
matriz de salida H, el cual indica su dependencia temporal. Como hipoétesis de partida
decimos que w, es un ruido Gaussiano con vector de medias cero y matriz de covarianzas Q.

De forma similar, el ruido escalar v, es Gaussiano con media cero y varianza sz . Ademas

. . . . * 2 . .
ambos ruidos son independientes. Las matrices 4, H,, Q y o, son conocidas o han sido
estimadas previamente

La formulacion utilizando el modelo de espacio de los estados nos permite manejar sistemas
dindmicos lineales no estacionarios. Si las perturbaciones en el modelo son gaussianos el
filtro de Kalman (KF) y el algoritmo de Suavizado de intervalo fijo (FIS) producen las
estimaciones Optimas en el sentido de minimizar los errores cuadraticos medios. La version de
ambos algoritmos usados en este articulo aparecen en el apéndice. Debido a que las
predicciones se han de presentar en el mercado diario (en el caso del operador de mercado
espafiol) cada 24 horas no es necesario que trabajemos en linea, por lo que aprovechamos esto
para utilizar un algoritmo de suavizado como es el FIS. La aplicacion de los algoritmos
recursivos KF/FIS necesitan el conocimiento de todas las matrices del sistema A4, H,, Q*,
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2.1. Modelos de componentes no observables y regresion harmoénica dinamica.

Una regresion harmonica dindmica es una particularizacion del conjunto de modelos de
componentes no observables que adopta la siguiente forma: v,

R
z,= Y [ a,cos(wt)+b,sin(wt) |+v, )
i=0
donde z, representa la serie temporal escalar y v, es ruido blanco de la misma forma que en
(1); @, i=1,2,...,R hace referencia al conjunto de la frecuencia fundamental y sus harmonicos
que contiene la serie temporal; por Gltimo a,y b, son los parametros variantes en el tiempo
(TVP) estocasticos, cuya naturaleza estocastica sigue un paseo aleatorio generalizado, tal que:
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donde x; representa cualquiera de los TVP’s en (2); x; es un estado adicional en el modelo
sin una clara interpretacion, en general; a, f y » son parametros adicionales; w, y w, son
iid ruidos Gaussianos. Este modelo general abarca casos particulares tanto como otros
generalmente usados en la literatura como el IRW (Integrated Random Walk, a=p=y=1;
w, =0); el RW (Random Walk: a=1; pB=y=0; w =0), el LLT (Local Linear Trend:
a=pB=y=1)yel DT (Damped Trend: a=p=1).

La seleccion de las frecuencias relevantes en una serie temporal es un tema de identificacion.
Afortunadamente para las series temporales estudiadas en este articulo correspondiente a las
demandas y precios de energia eléctrica poseemos un conocimiento a priori de esas
frecuencias fundamentales, por el conocimiento del problema en concreto. En nuestro caso
particular los periodos estacionales importantes corresponden tanto a T=24 observaciones,
que representa una estacionalidad diaria, y T=24%7=168 observaciones, que representa una
estacionalidad semanal. Sin embargo las series temporales que manejamos no son ondas
senoidales puras, por tanto contienen harmonicos y es en la seleccion de qué harmodnicos
introducir al modelo donde mayores problemas nos encontramos. Dado que el proceso no es
estacionario, el AR-espectro obtenido es mezcla de tendencia, componente estacional y ruido.
Esto dificulta la identificacion de los harmonicos que aportan mayor informacion del sistema
mediante algun tipo de test estadistico. Para solventar este problema y en el caso particular de
las series temporales obtenidas en el mercado eléctrico, podemos proceder de la siguiente
manera: sea el parametro de disefio y tal que:

#(o)>r (4)

donde ¢(a)k)es una medida del contenido en frecuencia de la serie temporal para una

determinada frecuencia @,. Los harmonicos de las frecuencias fundamentales que
incluiremos en (2) serdan aquellos que cumplan (4). En nuestro caso concreto hemos tomado
¢(a)k) como la amplitud obtenida por el AR-espectro en la frecuencia @, . El pardmetro y lo

hemos obtenido empiricamente para el caso particular de estas series, llegando a un
compromiso entre la informacion aportada por los harmoénicos y la sensibilidad al ruido,
obteniendo un valor de ¥ = 0.4

La no estacionariedad de la serie puede ser incorporada en el modelo mediante los TVP’s a,y
b,ya que estos no son estacionarios en si mismos. El modelo (2) puede ser escrito
explicitamente en términos de componentes no observables, tal que:

z, =T, +8§, +v, (5)

donde 7;, S, y v, pueden ser interpretados como un término de tendencia estocastica, un
componente estacional estocastico y un componente irregular, respectivamente.

El modelo DHR en (2) posee una serie de TVP’s (&, yb, ) los cuales siguen una evolucion del

tipo mostrado en (3). Las ecuaciones de estado del DHR estaran formadas por un IRW para
modelizar la tendencia y un RW para modelizar las amplitudes de los harmoénicos. Las



frecuencias que tendremos en cuenta en (2) corresponderan a los periodos seleccionados de
acuerdo con (4) . Por tanto la ecuacion de observacion es:

Z, =Z,N:0[a,, cos(wt)+b, sin(a)l.t)]Jth ©)

donde N es el numero de frecuencias seleccionadas que incluimos en (2). La evolucion de los
TVP’s vendran dados por las siguientes ecuaciones de estado:

fa,, ] [1 10 0 Olfa,] [ 0]
8y 0 0 0 0| a oy
Bea | |00 10 a | | @
by 010 it Wy
: | 0 o N : ™
8y, . w10 a, Wt
by 0 by Wyt
) 0 0 .
Apt 0 0 e 1 0] ay Wyt
by | [0 O 0 1][by] [ @]
z, ={1 0 005(2_720 sin(2—”t) cos(z—”t) sin(z—”t) cos(z—ﬂt) sin(z—ﬁt)}xﬁ—vl
I I T 7 T, T,
Q = diag(O o, o o - o o - on af,)

donde diag(e)es una matriz diagonal cuyo elementos pertenecen a la diagonal principal. El

modelo (7) puede ser reparametrizado convenientemente sin perder generalidad mediante una
transformacion de la matriz de covarianza Q" en un matriz de ratios conocida como la matriz

NVR (Noise Variance Ratios), tal que:

—digelo G0 o ol ol ol oy oy)_
Q_ lag 2 O_z O_z 0'2 0_2 O_z O_z -
=diag(0 NVR, NVR NVR, -+ NVR NVR - NVR, NVR,) (8)

El parametro o es la varianza del ruido observado, y lo utilizamos en el modelo DHR (2)

para normalizar las varianzas, sin que influya sobre la esencia del modelo. Otra restriccion
habitual en el modelo es que las varianzas o NVR’s correspondientes a los términos seno y
coseno de cada frecuencia sean los mismos. Comparando (7) con el modelo general (1)
podemos identificar claramente las matrices y estados del sistema, asi como el vector de
ruidos y las matrices de covarianzas. Una vez identificados todos los elementos del sistema,
los algoritmos KF/FIS producirian estimaciones Optimas de sus estados. El problema que nos
encontramos reside en que es necesario estimar a priori una serie de parametros desconocidos,
que son los NVR en la matriz Q. Normalmente el método més ampliamente utilizado para

estimar los NVR es por maxima verosimilitud (ML) en el dominio del tiempo a causa de sus
buenas propiedades tedricas en una gran cantidad de aplicaciones. Sin embargo, este método
no es el mas apropiado cuando el nimero de parametros a estimar es alto. En nuestro caso
ocurre este fendmeno por eso debemos acudir a otras alternativas. Afortunadamente, la



estimaciéon en el dominio de la frecuencia proporciona una alternativa adecuada a este
problema. Por tanto, podemos resolverlo ajustando las curvas procedentes del (pseudo)
espectro empirico de la serie temporal y del (pseudo) espectro del modelo. Una version
completa de este algoritmo de estimacion se puede ver en Young et al. (1999). A
continuacion vamos a establecer los pasos a seguir para realizar la estimacion en el dominio
de la frecuencia:
1. Estimar el espectro empirico de los datos.
2. Establecer el modelo DHR con los picos identificados en (4).
3. Calcular mediante ML en el dominio de la frecuencia los NVR.
4. Usar las estimaciones en 3 para ejecutar los algoritmos KF/FIS, para realizar la
prediccion, interpolacion, estimacion de la componente de tendencia o de la
componente estacional, etc.

3. Caso de estudio

El modelo de regresion harmoénica dindmica lo hemos aplicado a los precios y demandas del
mercado eléctrico espafiol, cuyos datos se han obtenido de la pagina web del operador de
mercado (www.omel.es). También se ha utilizado para la prediccion de precios del mercado
PJM interconnection de los EEUU, para corroborar la robustez de nuestro modelo. Todas
estas operaciones se realizaran mediante la toolbox de Matlab llamada Captain, ver Young et
al. (2003).

El ejercicio predictivo consiste en realizar la prediccion de 24 horas hacia delante durante la
ultima semana de cada mes del afio, teniendo en cuenta la informacion correspondiente de
todo el mes. Los resultados obtenidos con el modelo DHR se compararan con los de un
modelo ingenuo (NAIVE), consistente en tomar como prediccion los valores correspondientes
a la semana anterior directamente. Las comparaciones de las predicciones de ambos modelos
se llevaran a cabo de acuerdo a las siguientes medidas estadisticas de error: Error absoluto
medio normalizado (NMAE) y su desviacion tipica (STD) tal que:
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donde Z,,, y z,,, son los valores correspondientes a la prediccion de la demanda y su valor
real respectivamente, adelantados / pasos hacia delante respecto al tiempo ¢. El valor z,,, serd

la media muestral de los / valores reales utilizados en la prediccion. Las razones de normalizar
el error absoluto con la media muestral son: 1) Poder comparar los errores cometidos tanto en
la serie de demandas como en la de los precios y 2) evitar valores de errores sobrevalorados
para valores de precios cercanos a cero. En la Tabla 1 mostramos los errores cometidos por
nuestro modelo DHR al realizar la prediccion de la ultima semana de cada mes en el afio 2002
para la serie temporal formada por las demandas de energia del mercado espafiol. Podemos
observar que la medida de error es el promedio de (9) a lo largo de una semana (es decir,
hemos realizado la media de los 7 NMAE obtenidos en la prediccion de cada dia de dicha
semana y lo hemos llamado MWA). Ademas se ha completado la Tabla 1 con una medida de
dispersion como es la desviacion tipica del error obtenido (STD). No se ha tenido en cuenta el
mes de diciembre ya que no suele ser representativo del comportamiento normal de la serie.
En la Tabla 1 podemos observar que el modelo DHR produce unos errores de prediccion
(MWA) por debajo del 3% acompafiado de una desviacion tipica muy baja. De la Tabla 1 se



corrobora como el DHR obtiene menor error sistematicamente sobre el NAIVE ademas de
menor dispersion.

Tabla 1. Errores de prediccion en las demandas del 2002 del mercado espaiiol.

DHR NAIVE

Meses | \iwA (%) | STD | MWA (%) | STD
Enero 1.36 1.11 3.54 1.75
Febrero 2.59 1.74 7.57 2.95
Marzo 6.35 5.79 24.4 13.11
Abril 2.59 2.02 18.3 10.12
Mayo 2.27 1.52 15.5 8.15
Junio 3.69 3.23 12.9 8.70
Julio 2.33 1.82 9.38 7.50
Agosto 2.22 1.61 15.1 9.96
Septiembre 3.04 2.58 14.1 8.92
Octubre 2.20 1.94 10.9 3.62
Noviembre 2.53 1.72 9.71 9.17

Hasta aqui hemos proporcionado un método que realiza predicciones de las demandas de
energia de una manera sistematica, con una identificacion objetiva y ademas el modelo es
adaptativo, es decir, que no tenemos que actualizar el modelo cada cierto tiempo. No obstante,
un paso mas allé seria extender este modelo al caso de precios de la energia eléctrica. La serie
temporal de precios es mucho mas volatil que la formada por las demandas, esto hace que sea
mas dificil de predecir. No obstante es conocido que la serie temporal de precios comparte
muchas caracteristicas encontradas en el caso anterior, como es la no estacionariedad, la
estacionalidad diaria y semanal, un rapido muestreo (también horaria), etc.

En la Tabla 2 hemos plasmado los errores de prediccion calculados mediante el MWA y su
desviacion tipica (STD) para los precios de energia correspondientes a la Gltima semana de
distintos meses procedentes del mercado espafiol y del PJM interconnection (organizacion de
transmision regional que coordina la transaccion de electricidad en total o parte de Delaware,
Illinois, Maryland, New Jersey, Ohio, Pennsylvania, Virginia, West Virginia y el distrito de
Columbia). Gracias a que hemos normalizado la medida de error (9) podemos comparar los
errores cometidos en la serie de demandas con los errores de los precios. En dicha tabla
podemos observar que los errores cometidos en la prediccion de precios son del orden del
10% para el caso espafiol y en torno al 15% para el PIM. De nuevo podemos comprobar que
los errores son sistematicamente mas bajos en el modelo DHR que el modelo NAIVE, ademas
de poseer menor dispersion.

4. Paquete informatico: Forecastool

Hasta ahora hemos presentado las caracteristicas cientificas del modelo DHR. Todo esto se
engloba dentro del entorno de investigacion. Sin embargo todavia falta conducir la
investigacion hacia la innovacién. Para conseguir esto se ha implementado una herramienta
informadtica llamada forecastool que pueda hacer posible que nuestro modelo se aplique en la
realidad. Normalmente, los paquetes de software estan escritos en lenguajes de programacion
estandar, como C++. Sin embargo esto puede conllevar un alto coste. Forecastool ha sido
desarrollado dentro del entorno de MATLAB, usando m-files de MATLAB procedentes de la
Toolbox de CAPTAIN, para implementar el modelo UC-DHR descrito en las secciones



anteriores. Nuestro objetivo es desarrollar una herramienta que pueda ser utilizada por una
persona que no sea experta en series temporales. Por tanto, el programa va a ser facil de usar
ya que se ha utilizado un entorno amigable proporcionado por la Graphical User Interface
(GUI) de MATLAB. Una herramienta parecida se desarrolld en Tych et al. (2002) para
gestionar las llamadas telefonicas recibidas por una compaiia, con lo que se dispone de una
experiencia empresarial previa en la implantacion de este tipo de software.

Tabla 2. Errores de prediccion en los precios del 2002 del mercado espafiol y del PJIM

MERCADO ESPANOL MERCADO PJM
Meses MWiHR M\xlj: o MWiHR M\xlj: o

co. | STD | gt | sTD | gt sTD | e | STD
Enero 1601 | 1436 | 31.06 |24.17| 1215 |1220| 5142 |5437
Febrero 764 | 529 | 836 |4927| 1297 |1635| 4938 |52.48
Marzo 953 | 878 | 2786 |18.77| 1687 |1449| 5033 |54.89
Abril 6.76 | 588 | 17.01 |1536| 13.17 |13.29| 4547 |50.86
Mayo 629 | 477 | 1401 |1279] 3527 |3052| 4536 | 4436
Junio 10.64 | 995 | 2698 |1850| 23.84 |2247| 4723 |47.19
Julio 1149 | 893 | 2064 |1932| 3876 |62.57| 5498 |69.66
Agosto 1582 | 1243 | 2968 |1591| 1857 |21.83| 3832 |4620
Septiembre | 12.94 | 11.02| 3123 |18.62| 2047 |20.64| 4222 |4836
Octubre 1192 |10.72] 1920 |12.92| 1332 |12.83| 3950 |41.97
Noviembre | 14.10 | 12.99 | 4329 |1949| 16.02 |1843| 48.69 |53.32

Al inicio del articulo dijimos que ademds de presentar ventajas de caracter técnico, también
proporcionamos ventajas de cara a la gestion de operaciones. Esto se debe a que nuestro
modelo estd enmarcado dentro del espacio de los estados. Lo que se traduce en conseguir
extraer de la sefial la componente de tendencia, la componente estacional y la componente
irregular. Estas componentes pueden ser de gran ayuda a la hora de que los gerentes definan
las estrategias que maximicen sus rentabilidades.

4.1. Funcionamiento de forecastool

El paquete informatico se divide en tres mddulos mostrados en el panel principal de control,
ver Figura 1 (a). El primer mddulo realiza el andlisis inicial de los datos. De manera que
podemos cargar los datos, y mediante el boton de Data Visualization Tool, Figura 1 (a),
abrimos otra ventana, Figura 1 (b), que nos permite visualizar los datos de diferentes maneras.
Por ejemplo podemos segmentar los datos en funcion de la periodicidad introducida,
superponerlos frente a la media y su desviacion tipica para la deteccion de atipicos, etc.

El segundo mddulo realiza la estimacion de los datos mediante los algoritmos KF/FIS. Las
estimaciones las podemos guardar y dibujarlas.

El tercer mddulo realiza la prediccion. Solamente tenemos que definir el nimero de semanas
que queremos predecir y darle al boton Forecast del panel principal. En la Figura 1 (c)
podemos ver el resultado, donde se muestra las semanas utilizadas para la estimacion y la
prediccion obtenida. En la parte inferior de la figura podemos observar los errores cometidos.
El programa también nos permite obtener como salida grafica la tendencia y la estacionalidad
semanal y diaria tanto de la estimacion como de la prediccion. En la Figura 1 (d) podemos ver



la tendencia de la serie temporal de las demandas de energia eléctrica del mercado espaiiol. A
su vez se muestra la estacionalidad diaria y la semanal.
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Figura 1. a) Panel de control principal. b) Data visualization tool. c¢) Estimacion y prediccion. d) Componentes

5. Conclusiones

En el presente articulo se ha mostrado una herramienta de prediccion a corto plazo, de precios

y demandas de energia eléctrica, basada en un modelo de componentes no observables

expresado en forma de espacio de los estados y actualizado mediante el filtro de kalman. Esta

herramienta presenta varias ventajas que vamos a resumir:

a) La identificacion y estimacion se realiza en el dominio de la frecuencia, dada la multiple
estacionalidad de las series estudiadas. Este dominio nos permite identificar de una
manera objetiva las frecuencias a incluir, automatizando asi la realizaciéon de dichas
tareas.

b) Debido a la utilizacion de un filtro adaptativo como es el filtro de kalman nos aseguramos
que nuestro modelo se adapte a los cambios ocurridos en las series temporales.

¢) El marco de espacio de los estados empleado nos permite extraer informacién muy valiosa
como puede ser la tendencia o la componente estacional de las series.



d) Los errores de prediccion calculados son muy competitivos. En la serie de demandas el
orden del MWA suele ser menor del 3%, en el caso de los precios del mercado espafiol
son en torno al 10% y para los precios del PJM obtenemos errores del 10-20%.

La robustez de nuestra herramienta queda corroborada mediante su utilizacion en distintos
mercados eléctricos. Todas estas caracteristicas hacen nuestra herramienta muy atractiva de
cara a facilitar la toma de decisiones de los diferentes agentes del mercado.

Por otra parte hemos mostrado la herramienta informatica llamada forecastool encargada de
llevar a cabo nuestro modelo de una manera facil y sistematica. Con esto conseguimos que los
gerentes encargados de realizar las predicciones puedan utilizar nuestro modelo sin tener que
tener un conocimiento especifico de ¢él. Ademas proporcionamos la tendencia, sus
componentes estacionales y el error cometido con el fin de que los gerentes puedan incluirlos
en sus sistemas de informacion para realizar sus estrategias de oferta/compra.

Todas estas ventajas tanto técnicas como de gestion sitian nuestra herramienta en una
posicion privilegiada para su aplicacion en los mercados eléctricos.

Apéndice
Los algoritmos del filtro de kalman y el suavizado de intervalo fijo aplicados a los casos de

estudio en este articulo se pueden escribir en un formato general de espacio de los estados de
la siguiente manera:

1. Filtro de kalman: 2. Suavizado de intervalo fijo
a) Ecuaciones de prediccion: it\ S f’,\HSH
a o f)N:f’t—l_f) —1S—1f’z—1
tht—l = Axt—l ! HZT( :; R l )/tF 67 ith 0
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